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Contexto Histórico
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El Diálogo y la Inteligencia Artificial

1950 - Turing Test: ¿Se puede crear 
una máquina que sea indistinguible 
de una persona en una 
conversación? 

1964 - Eliza por Joseph Weizenbaum: 
agente de conversación que simula 
un psicoterapeuta en base a reglas.
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Shannon y Chomsky

1950 - Claude Shannon realiza los 
primeros estudios de modelar el 
lenguaje escrito de manera estadística y 
predictiva.

1957 - Noam Chomsky cuestiona la 
capacidad de modelos estadísticos para 
identificar la gramática del lenguaje.

‘The notion “grammatical in English” cannot be 
identified in any way with the notion “high 
order of statistical approximation to English” ‘. 
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Primeros Modelos de 
Lenguaje
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Modelo de Lenguaje 

Modelo que asigna una probabilidad a cualquier oración:

● P(El perro ladra) = 0.01
● P(Me gusta el fútbol) = 0.001
● P(gato verde duerme fuerte) = 0.000001

Idea: el modelo le asigna probabilidad mayor a oraciones 
fluidas (que hacen sentido, que son gramaticalmente correctas)

Idea: estimar está función de probabilidad a partir 
de texto (corpus)
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Modelo de Lenguaje 

El modelo de lenguaje ayuda a modelos que genera textos a distinguir entre 
oraciones buenas y malas:

- Traducción automática
- Reconocimiento del habla
- Generación automática de resúmenes
- Chatbots

P(recognize speech) vs P(wreck a nice beach)
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Modelo de Lenguaje de n-gramas

- Puedo modelar una oración como una secuencia de palabras

- Puedo factorizar la probabilidad de una secuencia de palabras como un 
producto de probabilidades condicionales
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Modelo de Lenguaje de n-gramas

● Para facilitar la estimación, limito la memoria del contexto

● Luego la probabilidad de la oración queda como:
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Modelo de Lenguaje de n-gramas

● La probabilidad de generar una palabra dado la anterior se estima así:

● Ejemplo:
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Modelos de Lenguaje son Generativos
- Un LM puede generar oraciones haciendo un muestreo 

secuencial sobre las probabilidades.

- Esto es análogo a sacar bolitas (palabras)  de una urna 
donde éstas tienen un tamaño proporcional a sus 
frecuencias relativas.

- También podría sacar siempre la palabra más probable. 
Lo que equivale a predecir la palabra siguiente.
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Limitaciones de Modelos de Lenguaje de N-gramas
- No capturan dependencias largas ni aprovechan contextos similares 

(sinónimos).
- Por ejemplo, consideremos los contextos:

- c1) Después de comer cereales
- c2) Luego de desayunar avena

- Esperaríamos que las distribuciones de probabilidad p(w|c1) y p(w|c2) 
fueran similares

- Pero  c1 y c2 casi no comparten palabras
- Como los modelos de n-gramas que se limitan a contar frecuencia de 

palabras no pueden capturar estas similitudes entre contextos.
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Modelos de Lenguaje 
Neuronales
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Redes Neuronales  (Rosenblatt 1957, Ivakhnenko and Lapa  1965)
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Deep Learning (años 2006)
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Modelo de Lenguaje Neuronal (año 2000)

● Palabras parecidas reciben vectores 
latentes o “embeddings” similares.

● Hipótesis Distribucional.
● Aún es caro modelar contextos largos.
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Word2Vec (año 2013) 

● Tuvieron que pasar 13 años que que los LMs neuronales se usaran de forma 
masiva con el lanzamiento de Word2Vec (cientos de parámetros).
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Language Models con Redes Recurrentes 2010

● Usar redes recurrentes permite al LM 
incorporar contextos más largos.

● “Ejemplo: Felipe nació en Chile, donde 
cursó sus estudios de ingeniería, y 
posteriormente continuó con su 
educación de postgrado en Nueva 
Zelanda. A pesar de que Felipe utiliza 
el idioma inglés con fluidez, su lengua 
materna sigue siendo el “

● Problema: caro de paralelizar.
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Language Models con Redes Recurrentes producen 
texto de mejor calidad (2016)

Fuente: 
https://arxiv.org/pdf/1706.01399.pdf

19

https://arxiv.org/pdf/1706.01399.pdf


Modelos de Lenguaje son 
multi-tarea
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Etiquetado de Datos en NLP

●  En NLP, tareas específicas como traducción automática, clasificación de 
documentos y generación de resúmenes se basan en datos etiquetados.

● El etiquetado de datos es un proceso costoso que implica la intervención 
de etiquetadores humanos.

● Los conjuntos de entrenamiento para estas tareas suelen ser pequeños, 
con solo miles de ejemplos.

●  Esto afecta la capacidad de los modelos para generalizar a datos no 
vistos en el entrenamiento.

● Por otro lado,  Los modelos de lenguaje neuronales no requieren texto 
etiquetado para el entrenamiento.
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¿Qué aprendemos al predecir palabras?

● Tarea de predecir palabras: Requiere que el modelo de lenguaje 
aprenda sintaxis, semántica y conocimiento general.

● Ejemplos de contextos:
○ "Abróchate el cordón de tus...": El modelo debe entender que "zapatos" o 

"zapatillas" llevan cordones.
○ "Este regalo es para mi...": La red neuronal debe reconocer que "novio", 

"amigo" o "mamá" son sustantivos adecuados, implicando conocimiento 
gramatical.

○ "Cristóbal Colón descubrió...": Para predecir "América", el modelo necesita 
conocimiento general sobre la historia de Cristóbal Colón.

●
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ELMo (2018): Embeddings from Language Models

- Language Models basados en 
redes recurrentes con 100 
millones de parámetros 
producen embeddings 
contextualizados.

- Estos manejan mejor la 
polisemia y se pueden usar 
para modelos en otras tareas.

23



Transformer (2017) 
2017 - Vaswani et. al. proponen el 
Transformer, un tipo de red neuronal 
basada en mecanismos de (auto)atención.

A diferencia de las RNNs que procesan 
inputs de forma secuencial, los 
Transformers son paralelizables.
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Transformer (2017) 
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BERT (2019)
● 2019- BERT (replica idea de ELMO pero usando 

un Transformer en vez de una RNN)  con 335 
millones de parámetros

● La auto-atención de BERT se puede usar para 
reemplazar la recursión de la RNN.

● Se obtienen embeddings contextualizados de 
forma mucho más escalable (paralelismo) en 
cantidad de parámetros y datos.
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Fine-Tuning

Un Language Model pre-entrenado puede fine-tunearse para resolver cualquier 
tarea de NLP con ganancias importantes. 27



Texto Generado por LM basado en Transformers son 
muy superiores a lo anterior

Ejemplo generado por GPT-2
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Los Modelos de Lenguaje son Multi-task Learners

● Hasta ahora para adaptar un LM a otra tarea (ej: clasificación, 
traducción, respuesta a preguntas) necesito adaptar la 
arquitectura para la tarea objetivo.

● Radford et. at proponen simplemente codificar la tarea 
(instrucción) y el ejemplo en el contexto del modelo de lenguaje.

● Por ejemplo: P(X| “traducir esto al inglés: me gusta la pizza”)
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Cambio de Fase: GPT-3 (2020)

-  GPT-3: otro LM basado en  el Transformer con casi 
200 mil millones de parámetros y entrenado sobre un 
corpus gigante (casi 500 mil millones de palabras).

- In-context learning: pueden resolver otras tareas de 
NLP usando zero-shot y few-shot learning.

- Toda la magia está en el prompt.

- No es necesario hacer fine-tuning para resolver otros 
problemas.
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Esto es un cambio de paradigma muy profundo.

Aprendizaje sin ejemplos 
(zero-shot learning)

Aprendizaje con un  ejemplo 
(one-shot learning)

Aprendizaje con unos pocos 
ejemplos (few -shot 
learning)

Nuevos Paradigmas de Aprendizaje



Prompt Engineering

Chatgpt Prompting 
Cheatsheet - OpenAI
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Chain-of-thought Prompting

● Chain-of-thought prompting es 
un mecanismo para ayudar al 
modelo de lenguaje a razonar 
su respuesta

● Idea: Aumentar cada ejemplo 
few-shot con una cadena de 
pensamiento para encontrar la 
respuesta correcta [Wei et al., 
2022].
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Modelos de Lenguaje como 
Asistentes
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Modelos de lenguaje como asistentes de usuario (o 
chatbots)

● Los Modelos Autorregresivos de Lenguaje Grande no están alineados con la 
intención del usuario [Ouyang et al., 2022].

● Solución: alinear el modelo de lenguaje con la intención del usuario mediante 
fine-tuning.
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LaMDA: Language Models for Dialog Applications 
(2022) 

LaMDA es un modelo de lenguaje 
basado en Transformer optimizado para 
el diálogo de dominio abierto.

Es pre-entrenado inicialmente de la 
misma forma que los modelos de 
lenguaje tradicionales (predecir 
palabras) con un fuerte foco en datos 
de diálogo.

Luego es ajustado (fine-tuned) para 
generar respuestas respecto a varios 
otros criterios.

#parámetros #palabras con 
que se entrenó

137 mil 
millones

1.56 billones

36



Crowd-sourcing: La Clave del Éxito

Para poder ajustar LaMBDA a todos 
esos criterios se trabajó con un alto 
número de crowd-workers.

Estas son personas que etiquetaron 
manualmente conversaciones del 
modelo pre-entrenado. 
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ChatGPT  (2022)
- Modelo similar a Lambda lanzado por 
OpenAI a fines del 2022.

- También usa Crowdsourcing para mejorar 
sus respuestas pero su proceso de 
fine-tuning usa Reinforcement Learning 
(paradigma distinto).

-  En particular usa Reinforcement Learning 
from Human Feedback (RLHF). 

- Idea: Construir un modelo de preferencias 
(que le asigna puntaje a una oración 
generada) y ajustar el LM para 
considerarlas. 38



Fine-Tuning de Instrucciones
● Una forma más eficiente de afinar los 

modelos de lenguaje de gran tamaño 
es hacer Fine-Tuning de Instrucción 
[Chung et al., 2022].

● Idea: recopilar ejemplos de pares 
(instrucción,salida) a través de muchas 
tareas y ajustar el modelo de lenguaje 
con esos datos.

●  Evaluar en otras tareas.
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● Esta idea está impulsando fuertemente el desarrollo de modelos de 
lenguaje open source (Alpaca, Vicuna, Falcon).



GPT-4  (2023)

- Último LM de OpenAI
- Capaz de incluir imágenes en el 

prompt.
- Sigue siendo un Transformer LM.
- Capaz de aprobar exámenes en 

diversas disciplinas pudiendo 
procesar las imágenes de las 
preguntas.

Fuente:  https://arxiv.org/pdf/2303.08774.pdf
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Fuente: A Survey of Large Language Models  (https://arxiv.org/abs/2303.18223)
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Conclusiones
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● El crecimiento en volumen y capacidades de los modelos de lenguaje ha 
tenido una aceleración impresionante.

● Es muy difícil predecir qué estarán haciendo en el futuro.

● ¿Qué podemos predecir con certeza?
○ Abundarán modelos generativos para múltiples formatos (texto, código, imagen, video, 

realidades virtuales).
○ Abundarán agentes/programas que actúen y tomen decisiones mediante la interacción 

con estos modelos (citas médicas, inversiones, viajes). 
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